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Abstract

Falbasiertes Schlief3en (case-based reasoning; CBR) hat — gegenliber anderen Methoden — den Vortell der
inhdrenten Kombination von Problemlésen und kontinuierlichem Lernen aus Erfahrung. Diese Kombination
ist ein aul¥erordentlich interessantes Thema, zu dem geniigend Erfahrung vorliegt, um es sysematisch zu
untersuchen. Hierzu haben wir begonnen, en Ingrumentarium (framework) zur Andyse von CBR-
Methoden zu entwickeln. Es beinhdtet ene explizite Ontologie grundlegender CBR-Aufgabentypen,
Doménencharakteristika sowie Problemldse- und Lern-Methodentypen. Die mit unserem Ansaiz
verbundene Methodologie kombiniert eine top-down Knowledge- Leve- Analyse mit einer bottom-up ,,fall-
getriebenen” Anayse. Wir beschreilben neben der zugrunde liegenden Sichtweise unseres analytischen In
srumentariums seine Hauptkomponenten, die eingebettete Methodologie sowie Beispidstudien und ihre
Beziehung zu unserem Ansatz.

1. Einfdhrung

In den letzten Jahren i im Bereich des Fdlbaserten Schlief¥ens (case-based reasoning; CBR) €n
subgtantieller Fortschritt erzidt worden. Probleme sind klarer identifiziert und Ergebnisse intensiver
Forschungsarbeiten haben zu besseren Methoden des Retrievals, der Adaption und des Lernens gefuhrt
[21]. Als eine besondere Starke fallbasierter Ansctze im Vergleich zu anderen Methoden ewies sich ihre
inhérente Kombination aus Problemldsen und kontinuierlichem Lernen aus Erfalrung. Diese Kombination
ist somit ein interessanter Untersuchungsgegenstand sowie Ansatzpunkt fir eine detallliertere Andyse. Eine
derartige Untersuchung von Probleml@sen und Lernen erfordert ein analytisches Instrumentarium (andytic
framework) zum Beschreiben, Analysieren und Vergleichen verschiedener Typen und Aspekte falbasierter
Methoden.

Der Integration von Lernen und Problemlésen konnen unterschiedliche Zid setzungen augrunde liegen und
ge kann aus verschiedenen Sichtweisen heraus betrachtet werden. Ein Baspid fur ene Schiweise ist
»Begiffshbildung” ds Ziel und das Bilden und Verwenden von Operationdiserungskriterien in Relation zur
jeweligen Aufgabengtdlung as Perspektive. Eine weitere Sichiweise it ,, Performanzverbesserung” (als
Zid) und das Verbessern der gesamten ,, Probleml6segeschwindigkeit® — fir Computer und Mensch
zusammen — (as Perspektive). Ein drittes Beispid it , kontinuierliches Lernen durch Problem-
|6seerfahrungen” (, sustained learning”) als Zid und der Einflul3 der jeweiligen Aufgabenstellung (gpplication
task) auf die Lernmethode as Perspektive. Weitere Beispide lief3en sich aufzéhlen und fir jedes dieser
Beigiide d@n besimmter , Uberlgppungsbereich” zwischen Methoden des maschinglen Lernens (ML)
enasats  und  Problemlésemethoden  (PS) anderersaits identifizieren.  Innerhdb dieses
Uberlappungsbereiches ist es moglich, Abhangigkeiten und songtige Relationen zwischen ML- und PS-
Methoden zu beschreiben und zu andysieren, vorausgesetzt es seht ein gegignetes Instrumentarium zur
Strukturierung dieses Bereiches zur Verfligung.

Wir haben damit begonnen, ein derartiges Hilfsmittel zu entwickeln, enschliellich einer Methodologie aur
Definition und Verwendung einer gesigneten Struktur. Da wir falbasierte Methoden untersuchen, ist unser
Interesse durch die dritte oben ewdhnte Ziesetzung bestimmt: kontinuierliches Lernen aus jeder



Problemlseerfahrung ds natUrlicher Bestandtell @nes Problemlésers. Innerhalb einer breteren Sicht auf
die Integration von Lernen und Problemldsen it es ebenso nattirlich, eine Untersuchung von Lermnen so
»hahe' zur ,Quele des Lernens’ — namlich der konkreten Erfahrung — zu beginnen wie maglich. Unser
Ansaiz orientiert Sch an einigen friheren Arbeten wie z.B. der &hnlichketsorientierten Sichtweise von
Richter und Wess [19], Althoffs Andyse technischer Diagnosesysteme [6], Aamodts Vergleich
wisendntensver fdlbaseter Methoden [1], Armengols und Pazas Andyse fdlbaderter
Systemarchitekturen [12] sowie dem INRECA-Ansaiz zur Systemevauation [11]. Das von uns derzet
entwickdte andytische Ingrumentarium geht in viderle Hinsicht Uber diese friiheren Vorschlége hinaus. Es
beinhdtet ene  explizite  Ontologie  grundliegender fdlbaserter Aufgabengtelungen,
Anwendungscharakteristika und Methodentypen fir Problemldsen und Lernen. Darin eingebettet ist eine
Methodologie zur Kombination einer Knowledge-Leve Top-Down-Andyse mit einer , falgetriebenen®
BottomUp-Andyse. In diessem Betrag werden wir die grundlegenden Sichtweisen sowie unsere
Hauptansatzpunkte darlegen, die Hauptbestandteile des Instrumentariums und der begleitenden
Methodologie beschrelben sowie einige Beaspidstudien und ihren Bezug zu unsrem Indrumentarium
vorgd|en.

2. Ansatz

2.1. Knowledge-Level-Analyse

Problemldse- und Lernverhdten kann sinnvall beschrieben werden durch die Ziele, die erreicht, die Auf-
gaben, die gd 64, die Methoden, die verwendet werden sollen, sowie das Wissen Uber die Anwendungs-
doméne, das die Methoden bendtigen.

Eine derartige Systembeschreibung wird haufig als Knowledge- L evel- Beschreibung bezeichnet und neuere
Arbaten im Bereich der Wissensakquistion (z.B. [20;25]) haben eindeutig die Nitzlichkeit dieses
Ansatzes unterdtrichen. Im Laufe der Jahre ha die urspringliche Idee des Knowledge-Leves enige
Anderungen efaren, ausgehend von Newels sehr intentionden, zweckorientieten Art der
Systembeschreibung [17], hin zu einer strukturierteren und damit nitzlicheren Art der Beschrelbung.

Das Verwenden einer Knowledge-Leve-Sichiwese zur Analyse integrierter PS-ML-Systeme ermogicht
die Beschrelbung von Methoden und Systemen sowohl von enem generéllen (intensonaen) Standpunkt
aus ds auch von enem falspezifischen (extensonden). Eine generdle Beschrelbung assoziiert ene
Methode mit beschrelbenden Begriffen und Rdationen innerhdb einer Ontologie von Aufgabentypen,
Doméanencharakteristika und Methodentypen. Methoden kénnen ,,fallbasiert” dadurch verstanden werden,
dal3 Se zu berets beschriebenen/implementierten Systemen in Beziehung gesetzt werden (,CBR wird mit
regel- und modellbasertem Schlieffen kombiniert wie in CReex” [2]; ,,Ein Entscheidungsbaum wird
generiert wie in INRECA* [10;23]; ,Das Ahnlichkeitsmal wird angepal® wie in PATDEX* [22];
» Determinationsregeln werden generiert und verwendet wie in MOLTKE® [6] etc.). Sind eine Reihe von
Systemen entwicke t/beschrieben, so kénnen wir eine Systembeschreibung auf dem Knowledge-Leve
auswahlen/intstanziieren durch die kombinierte Verwendung genereller und falbasierter Deskriptoren.
Unser Zid ig es, durch die Integration dieser beiden Sichtweisen Top-Down- und Bottom-Up-Andyse
sowie -Modelierungsmethoden effektiv miteinander zu kombinieren.

Aus der Knowledge-Enginesring-Scht erméglicht dies — ausgehend von dem Vergténdnis einer redlen
Aufgabengdlung und der jewelligen Doménencharakteristika — eine Symbol- Leve- Systembeschreibungt
auszuwdahlen bzw. ene ausgewdhite zu indanziieren. Natrlich ist eine Knowledge-Level-Beschreibung
nicht detalliet genug, um en Sysem auf dem Symbol-Leve zu beschreiben bzw. zu spezifizieren. Wir

1 Eine Symbol-L evel-Beschreibung korrespondiert zu einer operationalen Beschreibung



verwenden daher enen zusitzlichen Fokus und ein andytisches Hilfamittd zur weiteren Detallierung der
Knowledge- L evel-Beschreibung.

2.2. Ahnlichkeit als Fokus

Die hier zugrunde gelegte Sichtweise betrachtet dle CBR-Methoden vom , Standpunkt der Ahnlichkeit”.
Problemldsen kann verstanden werden as der Prozef? der initiden Ahnlichkeitsbewertung (Fallretrieval)
gefolgt von einer  detallieteren  Ahnlichkeitsbewertung  (Falladaption).  Lenen  (Fallextraktion,
Fdlindizierung, Aktudiserung generdlen Wissens) kann beschrieben werden, indem es in Beziehung
gesetzt wird zu einer spateren Ahnlichkeitsbewertung, d.h. zu einem pragmatischen Lernzid. In Anlehnung
an [19] betrachten wir Ahnlichkeit as ein a posteriori Kriterium, so dal? jegliche Ahnlichkeitseinschatzung
eines Fales s0 lange hypothetisch idt, bis dieser Sch ds ,nitdich* erwiesen hat. Nattrlich sollen die
verwendeten Retrievdmethoden versuchen, die Differenz  zwischen hypothetischer und  reder
Ahnlichkeitsbewertung zu minimieren, sobald versucht wurde, den Fal wiederzuverwenden. Generelles
Doméanenwissen (generd domain knowledge) kann nun ds ean Hilfsmittd verstanden werden, die
Undcherheit dieser initiden Ahnlichkeitsbewertung zu reduzieren mit Blick auf die abschlielende
Ahnlichkeitsbewertung, die nach efolgreicher Wiederverwendung eines (mogdicherweise geinderten)
Fales durchgefihrt werden kann.

2.3. Charakteristika von Aufgabenstellung und Anwendungsdoméne

Wir betrachten ein bretes Spektrum von Anwendungsdomanen, ausgehend von Anwendungen mit
wohldefinierten Begriffen und Relaionen — z.B. Diagnose rein technischer Systeme — bis hin zu ,, offenen®
Anwendungsbereichen mit weniger klaren Begriffen und undcheren Rdationen wie zB. viden
medizinischen Diagnoseanwendungen. Dies is ein wesentlicher Aspekt unseres Ansatzes, da wir die
Charakteristika der reden Aufgabenstellung sowie des zugehtrigen Wissens (Was it zu tun?) in Beziehung
setzen wollen zu den Methoden (Wie it es zu tun?), die das Ldsen des Problems auf Basis des gegebenen
Wissens ermoglichen sollen. Ausgangspunkt ist jewells die reale Umgebung, in der das System eingesetzt
werden s0ll. So ig zB. in der medizinische Diagnose die rede Aufgabengdlung nicht nur ene
Klassfikationsaufgabe [9]. Sollen die anfdlenden Hauptaufgaben praktisch bewdtigt werden, miissen
ebenso Planungsaufgaben (wie das Ergelen und kontinuierliche Anpassen von Untersuchungsprotokollen)
sowie Vorhersageaufgaben (wie das Einschédzen der Konsequenzen moglicher Behandlungen)
berlicksichtigt werden.

Im néhsten Abschnitt werden wir die Kernbestandtelle unseres Ansatzes vorgelen mit einem
Schwerpunkt auf der Knowledge-Leve-Beschreibung und -Anayse sowie der kombinierten top-down-
/bottom-up-orientierten  Methodologie. Das Einbeziehen des ,Ahnlichkeitsfokus’ it Tell lafender
Forschungsarbeiten.

3. Analytisches Instrumentarium und Methodologie

3.1. Hauptbestandteile

Aus ener aodrakten Sicht heraus kann en algemener CBR-Zyklus durch vier Aufgaben beschrieben
werden [5]: Bereitgelen des dhnlichsten Fdles (Retrieve), Wiederverwenden des enthaltenen Wissens zur
Problemldsung (Reuse), Anpassen der vorgeschlagenen Losung (Revise) sowie Bewalhren fir zukiinftige
Probleme wichtiger Erfahrungen (Retain) (s. Abb. 1).
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Abb. 1 - CBR-Zyklus

Wir werden im folgenden auf Aufgaben im Sinne internen Schiuf¥olgerungsaufgaben néher eingehen. Diese
and von Anwendungsaufgaben wie Diagnose oder Planung zu unterscheiden. Die vier CBR-Aufgaben
bringen eine Rethe von spezfischen Unteraufgaben mit sich. Eine initide Problembeschreibung (oben in
Abb. 1) definiert einen neuen Fall. Dieser wird in der Retrieve- Aufgabe dazu verwendet, unter den bereits
bekannten Félen einen dnlichen Fal zu finden. In der Reuse-Aufgabe wird der gefundene Fal mit dem
neuen Fall kombiniert und ergibt einen gedsten Fdl, d.h. enen Lésungsvorschiag fr das initiale Problem.
Die Revise- Aufgabe Uberprift diese Losung durch Testen in der redlen Umgebung bzw. durch einen Leh
rer, der die Losung gegebenenfdls anpald. Das hier einbezogene Feedback ist wichtig fur die Lernphase,
die hauptsichlich innerhalb der Retain-Aufgabe sattfindet. Durch Anpassen von Falbasis und generdlem
Doménenwissen werden hier nitzliche Erfahrungen bewahrt. Generdles Wissen it Ublicherwease in dle
CBR-Prozese einbezogen, wobel das jewellige Ausmad vom Typ der verwendeten CBR-Methode
abhangt. Mit generdlem Wissen meinen wir hier generdles, doméanenabhangiges Wissen im Gegensatz zu
pezifischem Doménerwissen innerhalb von Féllen. Soll zB. en Patient durch Wiederverwenden des
Falles eines friheren Patienten diagnodtiziert werden, dann kdnnte ein anatomisches Modd| zusammen mit
kausden Beziehungen zwischen pathologischen Zusténden ds generdles Wissen innerhdb enes CBR-
Systems fungieren, ebenso eine Menge von Regeln.

Knowledge-Leve-Andyse i en dlgemeiner Ansatz zur Systemandyse. Er ist daher auch anwendbar fir
die Andyse reder Aufgabengdlungen und Doménen — wie z.B. in den oben erwdhnten Wissens-
akquistionsmethodologien — sowie interner Aufgaben der Problemlése- und Lernkomponente. Unser
andytisches Indrumentarium umfald daher enen ,Aufgabe-Methode-Domanenwissen*-Ansatz zur
Andyse sowohl von reden Anwendungsaufgeben as auch CBR-Schiul¥folgerungsaufgaben. Es gibt
folgende Beziehungen: Methoden aus der Anwendungsanadlyse (Wie ist ein technisches Diagnoseproblem
Zu 16sen? Wie ig der néchde Test zu bestimmen?) dekomponieren entweder die Anwendungsaufgabe in
Unteraufgaben oder 16sen de direkt. In beiden Fallen haben diese Methoden Aufgaben auf der
Schlul¥olgerungsebene zir Folge (z.B. Problemlésen und Lernen aus Erfahrung). Wir werden uns nun
néher mit Schlui¥folgerungsaufgaben beschéftigen.
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Abb. 2 — Dekomposition von CBR-Aufgaben und -Methoden

Die Aufgaben aus Abb. 1 sind in Abb. 2 weiter dekomponiert. Aufgaben sind fett gedruckt, zur Unter-
scheidung von den norma gedruckten Methoden. Die Kanten zwischen Aufgabenknoten (fett gedruckt)
bedeuten Aufgabendekompositionen, d.h. Part-of-Reationen. Die Kanten zwischen Aufgaben und
Methoden (gestrichelt gedruckt) stehen fir aternative Methoden zur Losung der Aufgabe. Die Rdlationen
snd von oben nach unten gerichtet. Die oberste Aufgabe ist problem solving and learning from
experience und die Methode zur Lésung ist eine CBR-Methode. Dadurch wird die oberste Aufgabein die
vier CBR-Hauptaufgaben aus Abb. 1 zerlegt. Alle vier Teillaufgaben snd zu behandeln, um die cberste
Aufgabe zu eflllen. Die Retrieve-Aufgabe wiederum i auf die gleiche Weise zerlegt in die Aufgaben
identify (bestimme relevante Deskriptoren), search (um eine Menge friherer Félle zu finden), initially
match (vergleiche relevante Deskriptoren mit friiheren Félen) und select (wéhle den dhnlichgen Fdl). Alle
Aufgabenzerlegungen in Abb. 2 snd vollgtandig, d.h. auf diesem Detaillierungsgrad reicht die Menge der
Unteraufgaben aus, um die jeweilige Aufgabe zu 16sen. Abb. 2 zeigt keinerle Kontrollinformationen
hingchtlich der Unteraufgaben. Dies ig Tell der ProblemlGsemethode. Eine Methode spezifiziert den
Algorithmus zur Identifikation und Kortrolle von Unteraufgaben bzw. zur VVerwendung von erforderlichem
Wissen und bendtigter Information. Die angegebenen Methoden bezeichnen abstrakte M ethodenklassen,
aus denen eine oder metrere Methoden ausgewahit werden kénnen. Die dargestellte Methodenmenge ist
unvallstandig, d.h. eine Aufgabe kann mit einer Methode gel0st werden, mit einer Kombination mehrerer
Methoden oder mit zusétzlichen Methoden (Abb. 4).

Die obige Dekompostionsstruktur fir CBR-Aufgaben und -Methoden bildet die Bads fir unseren
andytischen Ansatz. Se mul3 weiter detalliet werden, Charakteriserungen von Doménenwissenstypen
miissen erganzt sowie Abhangigkeiten zwischen den verschiedenen Wissenstypen identifiziert werden.

3.2 Methodologie

Wie bereits erwdhnt, unser grundséizlicher methodologischer Ansatz it die Kombination einer top-down-
orientierten Analyse von Anwendungsaufgaben, Doméanenwissensbeschreibungen und Methoden mit einer
bottom-up-orientierten  fdlbaserten Andyse exisierender Systeme. Zid ig die Entwicklung enes
koh&renten Insrumentariums und einer Beschreibungssprache, die es erlauben, abstrakte Andysen zu
detaillieren bzw. von Beispid systemen zu generdisieren.

Die Grundziige des Ansaizes sind wie folgt. Wir beschreiben sowohl die Méglichkeiten und Grerzen von
CBR-Sysemen mit Hilfe technischer und ergonomischer Kriterien ds auch die Charakteristika von
Doménen und Anwendungsaufgaben auf der Bass von Doménen und Aufgabenkriterien [9;11]. Beispide



fur Doménen und Aufgabenkriterien Snd sizel, theory grength?, openness3, change over time* und
complexity?, wahrend case and knowledge representation, similarity assessment, validation und data
acquisition and maintenance wichtige technische und ergonomische Kriterien sind. Wir andyderen die
zugrunde liegenden Methoden und Doménen  bzw. Aufgabencharakteristika, indem wir die
technischen/ergonomischen Kriterien mit den Doménen/Aufgaberkriterien in Beziehung setzen. Abb. 3
gibt ein Beguid wie CBR-Systeme mit Doméanenkriterien asoziiert werden kénnen. Die Kombination einer
derartigen Beschrelbung mit einer dlgemeinen Analyse baserend auf der Struktur aus Abb. 2 erwies sich
fur die AbschlulRevauation des INRECA-Systems as niitzlich [ 7;11].

Domain Knowledge
. Environmental
Theory Strength Size Dependency
Weak Strong Large Small Open
Casey
Creek Patdex-1 Creek Patdex-1 Creek Patdex-1
Inreca Patdex-2 Inreca Patdex-2 Inreca Patdex-2
Protos Moltke Moltke Protos Protos Moltke

Abb. 3 — Doménenkriterien in Relation zu existierenden Systemen

Aus Sicht des Software und Knowledge Engineering versuchen wir, nichtfunktionde Systemeigenschaften
zur Entwicklung von (CBR-)Systemen einzusetzen. Dawir uns auf CBR- Systeme konzertrieren, kénnen wir
prazisere Kriterien formulieren ds fir Softwaresyseme im dlgemeinen. Zudem kombinieren wir diese
sysemorientierten eher technischen Kriterien mit einer Andyse von Anwendungsdoménen, mit denen wir
Erfahrung haben. Einersaits kann Feedback aus den Anwendungen systematisch in eine Bewertung
baserend auf Doménen und Aufgabenkriterien umgesetzt werden. Andererseits kdnnen aus CBR-
Systemen extrahierte Methoden mit den Ergebnissen dieser Kriterien assoziiert werden (Abb. 3). Das Zid
is wiederum die Liucke zu schlieffen zwischen abstrakten Beschreibungen enersaits und konkreten
Sysemen anderersaits. Allgemeine Knowledge-Leve-Andyse und fdlbasierte Anayse werden integriert,
um auf der Bads einer gemeinsamen Sprache und eines einhetlichen Models anwendungsbezogene

Size bedeutet den Umfang einer Doméane gemessen in expliziten ,, Wissenseintragen*

Theory strength bedeutet den Grad der Sicherheit der vorkommenden Domanenrel ationen
Openness bezeichnet den Grad der Abhéngigkeit von der Umgebung

Change over time bezeichnet die Veranderlichkeit einer Doméne Uber die Zeit

Complexity bedeutet den Umfang unterschiedlicher taxonomischer Relationen einer Doméne

a A W N P



Instrumentarien flr bestimmte Systemtypen zu entwickeln. Hierzu werden technische und ergonomische

Kriterien mit Doménen und Aufgaberkriterien kombiniert.

Die intendierte Verwendung unseres Ansatzes zur Andyse und Entwicklung integrierter Probleml6se- und

Lernsysteme kann zusammenfassend betrachtet werden ds ein Beantworten der nachfolgend aufgefihrten

(leicht modifizierten) Fragen aus[14]:

* Inwiefernig die zu bewertende CBR-Methode eine Verbesserung, eine Alternative oder eine Er-
ganzung gegentiber anderen Methoden? Deckt Se mehr Situationen &b, liefert Se eine grof3ere Vidfat
gewinschter Verhdtensweisen, ist Se effizienter hingchtlich Zetbedarf/Platzverbrauch oder modeliert
se menschliches Verhdten niitzlicher bzw. detaillierter?

*  Wie sehen die zugrunde liegenden Voraussetzungen aus? Sind dle Desgnentscheldungen gerechtfer-
tigt? Basert die Methode auf anderen integrierten Methoden? Umfal se andere Methoden?

*  Worauf kann die Methode angewendet werden? Wie ausbaufahig ist 9e? Kann se auf komplexere
Probleme angewendet werden?

*  Warum funktioniert die Methode? Unter welchen Umstanden funktioniert Se nicht?

*  Wiegeddtet Sch die Beziehung der Methode zur zugrunde liegenden Klasse der aktuellen Aufgabe?
Kann diese Beziehung so klar beschrieben werden, dal3 die Methode fur die gesamte Aufgabenklasse
verwendet werden kann?

4. Beispielstudien

Wir illugtrieren unseren (bottom-up) Ansaiz am Bespid zweier Untersuchungen von CBR-Methoden. Abb.
4 zeigt — fir die Retain-Aufgabe — eine Beschreibung der Lernmethode, die von ener Reihe von
andyserten Systemen (geeignet) abdtrahiert wurde [11]. Das zweite Belspid bezieht sch auf die oberste
Aufgabe in Abb. 2 (ProblemlGsen und Lernen aus Erfahrung) sowie Methoden zur Integration von CBR
und Schlief3en auf Basis generdllen Wissens.

Quellen des Algorithmus: CREEK, MOLTKE und PROTOS.
IFno_similar_past_case(current_case)
THEN construct_new_case;
ELSElazy _generalise(old case);
IF current_case_successful
THEN integrate into_successful _cases;
ELSEintegrate into_total _problem_cases;
DO adaptation UNTIL system_behaves_as wanted

Abb. 4 — Abstrahierte Methode fiir die Retain-Aufgabe

In Abb. 4 fuhren die THEN- und EL SE-Zweige jewells zu Dekompositionsmethoden fir die Retain- Auf-
gabe, d.h. zu einer geeigneten Auswahl bzw. Verknipfung der Extract-, Index- und Integrate- Aufgaben
(Abb.2).

Tabelle 1 fa¥ eine Menge von Methoden aus ener Reihe von Forschungssystemen hingchtlich des
»Gradesihrer Integration” von CBR und Schliel¥en auf Basis generdlen Wissens zusammen.



BOLERO | CASEY | CcC+ CREEK INRECA | MOLTKE | PROTO | S34/INRECA

Toolbox

Kooperation

Werkbank

Volle Integration

Tabelle 1. Aufgabe: Probleml&sen und Lernen aus Erfahrung;
Methode: Kombination fallspezifischen und generellen Wissens

Die unterschiedlichen Integrationsstufen sind wie folgt beschrieben:

» Toolbox: Diesig die einfachste Integrationsstufe, wo die Integration beschrankt ist auf die ge-
meinsame Nutzung von Tellen der Wissensbass. Es wird eine Methode ausgewahlt und as einzelne
Methode ausgefihrt. Der Austausch von Zwischenergebnissen it nicht maglich.

» Kooperation: Es kdnnen verschiedene Methoden verwendet werden. Zwischenergebnisse werden
Uber einen gemeinsamen Reprasentationsformalismus ausgetauscht.

»  Werkbank: Neben dem Umschaten zwischen verfligbaren Methoden kdnnen diese zu einer
kombinierten (einzelnen) Methode aggregiert werden. So konnte z.B. ein Diagnosesystem
regelbasiert klassfizieren und falbasiert den jewells néchsen Test auswvéhlen.

» VolleIntegration: Diesis die hochste Integrationsstufe, wo unterschiedliche Methoden in enem
neuen Algorithmus,,aufgehen” und as nicht mehr separierbar betrachtet werden. Der Wechsdl von
M ethoden wahrend des Schlul¥olgerungsprozesses bleibt somit vor dem Benutzer verborgen.

Wahrend CAsEY modellbasertes Schliefen mit CBR beschleunigt [16], kombiniert BOLERO fdlbasierte
Testauswahl mit regelbasierter Diagnose [18]. CREEX integriet CBR mit  erklarungsbasertem,
wissensntensivem Schliel3en innerhab einer Wissensstruktur [2]. MOLTKE erganzt regelbasierte Diagnose
mit CBR zur Behandlung von Ausnahmen [6]. INRECA kombiniert CBR mit integrierten induktiven k-d-
B&umen zum FHltern von Félen und Lernen von Préferenzen [10;23]. Dartiber hinaus wurde innerhalb von
S3+/INRECA ein auf generdlem Wissen basierendes Service- Support- System integriert [11]. CcC+ ist ein
fdlbasertes Klassfikationssysem, das mit den anderen Telsystemen der D3-Diagnose-Toolbox
kooperieren kann [15]. Bei PROTOS handdt es sch um en dleinstehendes CBR- System fiir Klassfikation,
Wissensakquisgition und Lernen [13].

5. Ausblick

Die langfristige Zidsetzung unserer Forschungsarbeit it zwelfach. Das erste Zid bezieht sich auf die Kl as
eine experimentelle Wissenschaft, d.h. ein andytisches Insrumentarium aufzubauen, das es erlaubt, ein
verbessertes Verstandnis fur das PS-M L-Integrationsproblem zu entwickeln, ausgehend von einem Fokus
auf CBR-Methoden. Ein verbessertes Verstehen des,,CBR-Raumes’ bildet die Bass fir Erweterungen wie
z.B. durch Lernmethoden fir ,, Eager-Generdisation” (ds Erganzung zur , Lazy-Generdisation” in Abb. 4).
Das Ingrumentarium soll as ,Spraché’ und ds ene Menge von Prinzipien fir andytische und
vergleichende Studien verschiedener Systeme in unterschiedlichen Forschungsgruppen dienen. Das zweite
Zid bezieht 9ch auf das Knowledge Engineering wissendbaserter Systeme, namlich die ML-PS-Integration
as eine wichtige Aufgabe zu formulieren, die vom Knowledge Engineer bewdtigt werden muf3, und eine
Methode fUr ihre Handhabung bereitzugtelen.

Bidang is nur eine vereinfachte Verdon unseres Ansatzes tellweise getestet worden; nichtsdestotrotz
glauben wir, Schritte in die richtige Richtung unternommen zu haben. Das Kerngtlick unseres Ansatzes ist



die Kombination ener Top-Down-Andyse baserend auf einer Aufgaben MethodenDekompostion
sowie ene BottomUp-Andyse exidierender Systeme. Es ist geplant, die aus unserer Andyse
resultierenden  Systembeschreilbungen in en fdlbadertes Informationssystem einzubringen [8;9], das
Hinwese auf der Bass von Fdlen Uber CBR-Anwendungen und -systeme gibt, eingebettet in ene
dlgemeine Methodologie zur CBR-SystemDekomposition, -Andyse und -Entwicklung. Eine weitere
Vewendung unseres Ansaizes geschieht ds Moddlierungshilfsmittel zur prinzipidlen Integration von
wissenshaserten Systemen in Informations- und Datenbanksysteme, basierend auf der jewelligen ,,Roll€",
die diexe (Tell-)Syseme innerhab enes entscheldungsunterstiitzenden (Gesamt-) Systems spidlen [4]. Eine
wichtige Erwelterung unseres Ansatzes wird die Einbeziehung und Detalllierung des in Abschnitt 2.2 nur
angedeuteten , Ahnlichkeitsfokus' sdin.
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